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内容梗概

計算機の文章理解において，2 文間の因果関係の自動推定技術は重要な要素技

術の一つである．これまでの研究では，主に語彙統語パタンや参照関係に基づい

て因果関係にある事象のペアを大規模コーパスから自動獲得し， 因果関係を確

率統計的に推定する枠組みが提案されてきた．しかしながら，ほとんどの研究は

単語を事象の基本単位としており，shut off-sleep などの複単語表現で表される因

果関係を適切に捉えることができないという問題がある．そこで本研究では，複

単語表現の辞書を作成し，既存の因果関係モデルを拡張することにより，複単語

表現で表される因果関係を適切に捉える手法を提案する．また，因果関係推定モ

デルのベンチマークである Choice of Plausible Alternatives (COPA) [1] におい

て複単語表現辞書の導入の効果を検証し，現時点での最高性能を達成したことを

報告する．また，実験結果を分析し，残された課題について述べる．
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1 はじめに

計算機の文章理解において，事象間の因果関係の自動推定は重要課題のうちの一

つであるが，未だに十分な推定精度が得られていない困難な問題である．高精度

な因果関係の自動推定技術の実現により，質問応答や対話生成など，様々な自然言

語処理の応用分野の発展が期待される．事象間の因果関係の自動推定に関するこ

れまでの研究では，語彙統語パタンや参照関係に基づいて，大規模なコーパスから

因果関係にある事象のペアを自動獲得し，確率統計的に因果関係を推定するもの

が主流である [2, 3, 4]．例えば，Luoら [3]は原因と結果の単語ペア (bedtime-sleep

など) をコーパスから大量に獲得し，単語ペアの因果関係の強さを確率統計的に

推定するCausal Strength という指標を提案した．また，Grandroth-Wilding ら

[5]は，コーパスから大規模に獲得した原因-結果を示す述語項構造のペア（(John,

call, Mary)-(Mary, answere, -)など）を用いて，因果関係の強さを推定するニュー

ラルネットワークを訓練する手法を提案した．

しかしながら，これらの従来手法には，複数単語で意味をなす複単語表現によっ
て表される因果関係を捉えることができないという問題点がある．例えば以下の

2文の因果関係を推定するとしよう．

The public figure got out of the limousine. Cameras flashed in his direction.

文中の「public figure」は「有名人」という意味，「get out of」は「∼ から降

りる」という意味をなすが，これらの表現を構成するそれぞれの単語は全く別の

意味である．しかし，先の手法は基本的に 1単語を事象の単位として扱っており，

文の正しい意味を捉えて因果推定ができるとは言い難い．

そこで本稿では，複単語表現を事象の単位として因果関係の強さを推定する手

法を提案し，複単語表現知識を明示的に用いることが，因果推定タスクを解く性

能に，どの程度寄与するかを実験で評価した．より具体的には，オンライン辞書

Wiktionaryから複単語表現の辞書を作成し，因果関係推定のベンチマークである

Choice of Plausible Alternatives (COPA) [1] で最高性能を達成した Luo ら [3] の

手法，分散表現に基づく因果関係のモデル化を行った Sharp ら [4] の手法を拡張

し，複単語表現を含む因果関係を適切に推定できるようなモデルを構築した．ま

た，COPAを用いて複単語表現辞書の導入効果を検証し，現時点での最高性能を

達成したことを報告する．さらに，実験結果を分析し，残された課題，今後の展

望について述べる．
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2 背景

2.1 関連研究

冒頭で述べたように，近年，事象間の因果関係を自動的に推定する研究が盛んに

行われている [2, 3, 4]．また，Chambersら [2] に代表される，典型的に共起する

事象の集合であるスクリプト的な知識 [6]の獲得・利用という文脈においても，近

年盛んに研究が行われている [cite]． その主なアプローチは，(1) 語彙統語パタ

ンや参照関係に基づいて大規模コーパスから因果関係にある事象ペアを自動獲得

し，(2) 確率統計的に因果関係を推定するものである．例えば，Chambers ら [2]

は，主語や目的語を共有する動詞の集合（A criminal commited a crime - Police

arrested the criminal など）を因果関係にある事象の集合と仮定し，これらを動

詞-項の形 (X commit arrest Xなど) に汎化した上で，相互情報量 (Point-wise

Mutual Information)に基づいて関係の強度推定を行った．Pichotaら [7]は，コー

パスから獲得した事象ペアを述語項構造に汎化し，リカレントニューラルネット

ワークの一種であるLong-Short Term Memory (LSTM)を用いてその関係をモデ

ル化した．また，Modi ら [8]，Grandroth-Wilding ら [5] は，スクリプト的な知

識をフィードフォワード型のニューラルネットによってエンコードする手法を提

案した．しかし，これらの手法は，述語項を埋める名詞句を主辞に捨象してしま

うため，複単語名詞表現 (public figureなど) を含む因果関係を適切に推定できな

いと考えられる．Sharp ら [4] は原因と結果を表す文から単語の分散表現を学習

し，畳み込みニューラルネットワークにより因果関係の推定を行う手法を提案し

た．また，Pichotaら [9]は，前処理を施さない生の英語文を入出力とするLSTM

encoder-decoder モデル [10] を用いて因果推定を行った．しかし，これらの手法

は複単語表現の考慮が因果推定の性能にどの程度寄与するかを評価することがで

きていない．

Luo らの手法 [3] と Sharp ら [4] の手法は実験でも用いるため 2.2，2.3 章にて

詳しく説明する

2.2 Causal Strength

Luoらは原因単語と結果単語のペアの因果関係の強さを表す Causal Strengthの

算出法を提案した.

はじめに，彼らは原因単語 icと結果単語 jeの組み合わせを causal pair(ic, je)
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と呼称し，事象の単位とした．また，因果関係は因果の必要性，十分性を加味し

なければならないという直感を元に，causal pair(ic, je)に対するCausal Strength

を因果の必要性，十分性を表したCSnes , CSsuf を用いて以下のように定義した．

(ただし λはハイパーパラメータである．)

CS(ic, je) = CSnec(ic, je)
λ
CSsuf (ic, je)

1−λ (1)

CSnes, CSsuf は以下のように算出される．

CSnec =
p(ic|je)

pα(ic)
=

p(ic, ie)

pα(ic)p(je)
(2)

CSsuf =
p(je|ic)

pα(je)
=

p(ic, ie)

p(ic)pα(je)
(3)

（ただし分母を α1乗した．）例えば，(rainfallc, floodinge)という事象には，結果

として floodingが起きる大抵の状況では，原因として rainfallが起きているとい

う点で必要性が存在する．また，(stormc, damagee)という事象には，原因として

stormが起きる大抵の状況では，結果として damageが起きているという点で十

分性が存在する．この必要性，十分性をモデル化したものが，CSnes, CSsuf であ

る．事象に必要性が強いほど，CSnesは大きくなり，十分性が強いほど，CSsuf

が大きくなる．

p(ic), p(je), p(ic, je)は以下の式で計算する．

p(ic) =

∑
we∈We

f(ic, we)

M
(4)

p(je) =

∑
wc∈Wc

f(wc, je)

M
(5)

p(ic, je) =
f(ic, je)

N
(6)

ただし，M は

M =
∑

ic∈Wc

∑

je∈We

f(ic, je) (7)

と計算され，Nは causal pairの種類数である．Wc,Weは causal pair内に出現す

る全ての単語wc, weの集合，f(ic, je)は causal pair(ic, je)の出現頻度である．

最後に f(ic, je)の計算方法,つまり causal pair(ic, je)の数え上げ方について説

明する．まず，事前に定義した，因果関係を表すマーカーである causal cueを含

む文を大規模なコーパスから獲得する．以下の文を例に考える．
1Luoらは α = 0.66とした．）本研究も同様の値を用いる．
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The strom [caused] tremendous flooding. (∗)

文中の「caused」が causal cueであるので，原因単語と結果単語の区間A, Bが

決定される．ノイズ軽減のためにA, Bに含まれる最大単語数は 10単語に限定し

た．表 4に Luoらが用いた 53個の causal cueを示した．

区間 Aに含まれる単語 ic と区間 Bに含まれる単語 je の組み合わせを causal

pair(ic, je)とみなし，共起頻度を計算する．ただし，ic, jeは lemmatizeしたものを

用いる．例文では (stromc, tremendouse), (stormc, amoounte) (stromc, damagee),

(stromc, landinge), (stromc, beache) を causal pairとみなし,f(ic, je)を計算する．

この工程で stop wordsは除外し，さらに名詞，動詞，形容詞，副詞のいずれかで

あり，かつWordNetに含まれる単語に限定した．

この計算過程からもわかるように，複数単語で意味をなす複単語表現の意味を

捉えることができないという問題点がある．例えば，以下の文がコーパス中で出

現したとする．

The man got out of the car [because] he arrived home. (∗∗)

このとき「because」が causal cueなので,この文から抽出される causal pair

は (arrivec, mane), (arrivec, gete), (arrivec, care), (homec, mane), (homec, gete),

(homec, care) となり，文中の「get out of」の複単語表現は捉えることができて

いないことがわかる．

2.3 Causal Embedding

Sharpら [4]は原因単語と結果単語のペアを用いて，原因単語と結果単語それぞ

れの分散表現 Causal Embeddingを学習した．学習方法はMikolvらが提案した

Skip-gramモデル [11]をベースとしており，その中におけるターゲット単語を原

因単語，文脈単語を結果単語と置き換えて考えることで，その他は Skip-gramと

同様のアルゴリズムでベクトルを学習した．これによって (∗)の文がコーパス中

で登場した時の，学習の概要を図？に示した．

図のように原因単語「storm」のベクトルから結果単語「tremendous」「flooding」

の単語ベクトルを予測するように学習する．具体的にはコーパス中で共起した原

因単語と結果単語の内積が高まるように学習される．

学習における目的関数は以下である．

−
∑

ic∈Wc

∑

je∈We

logP (je|ic) (8)
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この条件付き確率を負例サンプル [11]で計算する．

logP (je|ic) = logσ(v⊤jevic) +
k∑

i=1

Eje neg∼P (We)[logσ(−v⊤je neg
vic)] (9)

ただし，vic，vjeは原因単語 ic, 結果単語 jeに対応するベクトル表現であり，kは

負例サンプル数である．

この目的関数からわかるように，コーパス中でよく共起する単語ペアの内積が

高まるように単語のベクトル表現が学習される．しかしながら，この手法におい

ても，複数単語で意味をなす複単語表現の意味を捉えることができないという，

Causal Strengthと同じ問題点がある．

3 提案手法

3.1 複単語辞書を利用した因果関係の獲得

複単語表現の意味を捉えることができない問題に対処するために我々は，複単

語表現の辞書を作成し，複単語表現も事象の単位とみなす手法を提案する．複

単語表現の辞書を作成するために，Web上の辞書であるWiktionary 2を用いる．

Wiktionaryに記載されている記事でタイトルがn単語 3からなり，見出しにVerb,

Nounと記載がある記事のタイトルを複単語述語 (MWP), 複単語名詞 (MWN)と

みなし，辞書に追加した．そして,コーパスからの causal pair抽出時に，辞書中

にある複単語表現が登場した時，それも 1単語としてみなし，単語と同じように

扱う．

(∗)の文を考えると，get out ofが複単語表現の辞書に存在するので，ここか

ら得られる causal pairは (arrivec, mane), (arrivec, gete), (arrivec, care), (arrivec,

get out ofe), (homec, mane), (homec, gete), (homec, care), (homec, get out ofe)

2https://en.wiktionary.org/wiki/Wiktionary:Main Page
3
n = 2, 3を用いた．
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となる．

この手法によって作成された辞書は，MWP, MWNがそれぞれ約 3万個，約 10

万個の要素からなる．

3.2 複単語表現を考慮したことによる効果

実際に複単語表現を構成するそれぞれの単語でみるより，複単語表現をひとまと

まりにして，事象の単位と捉えることで，複単語表現の意味をより正確に捉えた

例を表 1に示した．例えば「wait」が原因単語である時を考える．「take」，「seat」が

単独で結果単語である時は，Causal Strengthの値が 2.72，2.20と低い値となって

いるが，腰掛けるという意味の「take a seat」が結果のトークンである時，Causal

Strengthの値は 13.9と高い値になっている．つまり,複単語表現「take a seat」を

構成単語「take」「seat」それぞれ別に捉えてしまうと，waitとの因果関係を捉え

ることができないが，「take a seat」を 1まとまりで捉えることで，その複単語表

現の意味を捉えて，「wait」との因果関係をより正確に捉えることができている．

Table 1: 複単語表現を考慮したことによる因果関係スコアの変化の例

原因の単語 結果の単語 CS

wait take 2.72

wait seat 2.20

wait take a seat 13.9

sun cast 0.84

sun shadow 25.7

sun cast a shadow 81.0

think come 3.63

think come up with 5.27

4 実験

複単語表現を考慮するモデルを利用することで，因果推定問題の性能がどれく

らい向上するか，実験によって調査した．具体的には Luoらが提案した Causal
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Strengthの手法と Sharpらが提案したCausal Embeddingの手法で，複単語表現

を考慮する場合と考慮しない場合の性能差を調べた．評価には因果関係推定のベ

ンチマークであるCOPA[1]を用いた．

4.1 データ

Causal pairの抽出にはClueWeb124を用いた．ClueWeb12はWebページをクロー

ルすることで取得された約７億文書からなるコーパスである．この中から，Causal

cueを含む文を約 2億文抽出した．品詞タグ付け，lemmatizationには Stanford

Core NLP [12]を用いた．また，本手法で作成した辞書にある複単語表現がCOPA

の開発セットと評価セット全 1000問の中にMWP, MWNそれぞれ 514，461回登

場した．COPAには多くの複単語表現が登場していることがわかる．

4.2 実験設定

COPAを解く際は causal pairを数え上げる時と同様に，前提文と候補文にある

単語を全て lemmatizeして，stop words，頻度上位 10位以内の単語は除外し，名

詞，動詞，形容詞，副詞でかつWordNetに含まれる単語に限定した．作成した辞

書中にある複単語表現が登場した場合，その複単語表現を 1つの単語として扱っ

た．結果を問われている問題では，前提文に含まれている単語を原因単語，候補

文に含まれている単語を結果単語として扱い，それぞれの単語ペアのスコアを計

算した．causeを問われている問題ではその逆である．各単語ペアのスコアの合

計を正規化することで各候補文に対するスコアを計算し，スコアの大きい選択肢

を選んだ．上記の前処理を施した 2文 Tpre, Taltのスコア計算を定式化すると以下

のようになる．

Score(Tpre, Talt) =
1

|Tpre| × |Talt|

∑

i∈Tpre

∑

j∈Talt

Score(i, j) (10)

|Tpre|, |Talt|は文 Tpre, Taltに含まれる単語の数である．Luoらは，スコア正規化た

めに |Tpre| × |Talt|の代わりに |Tpre|+ |Talt|を用いた．

Causal Strenghの手法におけるハイパーパラメータλは開発セットでチューニ

ングを行った．Causal Embeddingの手法においては，ベクトルの次元は 1000次

元，負例サンプル時のサンプル数は 20，全データを 5回繰り返し学習した．

4http://lemurproject.org/clueweb12/index.php
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4.3 実験結果

COPAのテストセット 500問における正答率を表 2に示した．ただし，表中の

-add, -mul はスコア正規化の項がそれぞれ |Tpre| × |Talt|, |Tpre|+ |Talt|であること

を表す．

Table 2: COPAの実験結果

手法 コーパス 正答率 (％)

Causal Strength-add Causal Net 70.2％

Causal Strength-mul ClueWeb12 69.9％

Causal Strength-mul w/mwp ClueWeb12 71.2％

Causal Strength-mul w/mwn ClueWeb12 68.5％

Causal Strength-mul w/mwp, mwn ClueWeb12 70.4％

Causal embedding-mul ClueWeb12 68.4％

Causal embedding-mul w/mwp ClueWeb12 67.6％

Causal embedding-mul w/mwn ClueWeb12 65.7％

Causal embedding-mul w/mwp, mwn ClueWeb12 63.1％

Causal Strength手法において，MWPを考慮したモデルが最も良い性能に達し，

これまでのCOPAの最高性能を 1％上回った．Causal Strenght手法においては，

複単語表現MWPを考慮することが有効であることがわかった．一方で，Causal

Strength手法とCausal Embedding手法どちらにおいても，MWNを考慮したモ

デルは複単語表現を考慮しない時より性能が低下した．このことからMWNを考

慮することは性能の低下につながることがわかった．また，Causal Embedding

手法においては複単語表現を考慮すると，複単語表現を考慮しない時より一貫し

て性能が低下した．このことから，手法によっては複単語表現を考慮しても性能

向上に繋がらないことがあるということがわかった．

ここで，複単語表現を用いた時の性能の改善の上限値を見積もるために，COPA

の設問中の複単語表現を人手で同定し，そこで同定された複単語表現の辞書を用

いて，同様にCOPAをといた．その結果，最大 71.0％ 5の正答率であった．この
5今回は評価セットを対象に複単語表現の同定を行い，開発セットの複単語表現の同定を行っ

ていない. 従って開発セットにおけるハイパーパラメータのチューニングができなかったため，性

能の最大値を示した．
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性能が，我々の最も性能の良いモデルと同等の性能であることから，我々の手法

を用いたモデルは複単語表現を用いることでの性能改善の上限に達していると考

えられる．

COPAをとく際にどの品詞が因果関係の推定において重要であるかを明らかに

するために，COPAを解く際に，特定の 1品詞の単語を除外する実験も行った．

結果を表 3に示した．ただしこの時，複単語表現は用いていない．

Table 3: 特定品詞を除外してCOPAをといた時の正答率

正答率 (％)

CS（名詞のみ除外） 58.0％

CS（動詞のみ除外） 52.9％

CS（形容詞のみ除外） 64.9％

CS（副詞のみ除外） 70.1％

動詞を除外した時，最も悪い性能となったことから，COPAをとく際に，動詞

の因果関係がもっとも重要な手がかりとなっていることがわかった．

4.4 分析

はじめに，うまくいった例を紹介する．以下のような問題が存在する．

前提文: The father shut off the children’s television.

What is the cause of this sentence ?

候補文 1: It was bedtime for the children.

候補文 2: The children were watching cartoons.

前提文中の shutは 1語では「（ドアなど）を閉める」という意味だが，「shut off」

という複単語表現で捉えると「（電気・機械など）を止める」という意味をなす．

複単語表現を用いない手法では，前提文の中の複単語表現「shut off」の意味を捉

えることができず，不正解となっている．一方，MWPを用いる手法では「shut

off」を 1単語とみなし，正解することができている．実際に，Causal Strengthの
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値をみると (bedtimec, shute)のCausal Strengthの値は 1.7であるが，(bedtimec,

shut offe)の値は 12.3であり，他の causal pairに比べて非常に高い値を示してい

る．これは bedtime（就寝時間）には電気などを shut offする（消す）という因

果関係を捉えていると言える．

ただし，複単語表現を取り入れることで，これまで正解できていたものが不正

解になってしまう例もある．

前提文: I clumsily bumped into the stranger.

What is the effect of this sentence ?

候補文 1: : I ran away.

候補文 2: : I apologized to him.

候補文 1中の run awayを複単語表現として捉えたとき，(strangerc, run awaye)

の Causal Strengthが高い値をとってしまい，誤った選択肢である候補文 1を選

択してしまった．

また，これは複単語表現を用いる手法と用いない手法のどちらにも言えること

だが，「man」や「boy」など人を表す単語を含む causal pairのスコアが相対的に

高くなっている場合が多いことが分かった．「man」，「woman」，「boy」，「girl」が

登場する数を数え上げたところ，1000問中 326問，約 3割の問題に登場している

ことが分かった．そこで「man」，「woman」，「boy」，「girl」をCausal Strength計

算の対象から除外してCOPAを解き直してみると，71.8％の正答率となり，性能

が向上した．このことから「man」など人を表す単語はCOPAをとく際には重要

ではない単語であることが分かった．
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5 おわりに

本稿では，Wiktionaryから複数単語で意味を成す複単語表現の辞書を作成し，既

存の因果関係モデルを拡張することにより，複単語表現で表される因果関係を適

切に捉える手法を提案した．また，因果関係推定モデルのベンチマークである

COPAの評価において複単語表現辞書の導入の効果を検証し，現時点での最高性

能を達成したことを報告した．
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付録

Table 4: 53 Causal cues． A，B はそれぞれ原因, 結果の区間，DET は

a/an/the/oneを，BEは is/are/was/wereを表す．
intra-sentence

A lead to B A leads to B A led to B

A leading to B A give rise to B A gave rise to B

A given rise to B A giving rise to B A induce B

A inducing B A induces B A induced B

A cause B A causing B A causes B

A caused B B caused by A A bring on B

A brought B A bringing on B A brings on B

B result from A B resulting from A B results from A

B resulted from A the reason(s) for/of B BE A

DET effect of A BE B A BE DET reason(s) of/for B

inter-sentence

If A，then B If A，B B，because A

B because A B because of A Because A，B

A，thus B A，therefore B B，A as a consequence

Inasmuch as A，B B，inasmuch as A In consequence of A，B

B due to A Due to A，B B in consequence of A

B owing to A B as a result of A As a consequence of A，B

A and hence B Owing to A，B B as a consequence of A

A，hence B A，consequently B A and consequently B

A，for this reason alone ，B
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